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RESUMO 

A comercialização de energia oferece grandes oportunidades de ganho, mas também a 

exposição ao risco devido à volatilidade dos preços. Um modelo de preço aderente ao 

mercado é um elemento-chave da análise de risco por empresas atuantes no mercado de 

eletricidade e representa uma forte ferramenta para fornecer um melhor entendimento da 

dinâmica do mercado. Este trabalho aplica Simulação de Monte-Carlo aliada ao Movimento 

Browniano Geométrico e a decomposição de Cholesky, procedimentos estocásticos 

amplamente utilizados nos mercados financeiro e de ações, para simular curvas 

estocásticas de preços futuros para o mercado brasileiro de energia, com foco no 

submercado Sudeste/Centro-Oeste, que corresponde à maior parte da comercialização de 

energia no país. Os resultados deste trabalho representam convenientemente a incerteza 

nos preços do mercado brasileiro de energia, demonstrando resultados robustos mesmo 

quando aplicados para os recentes períodos de alta volatilidade que o mercado brasileiro 

vem passando devido às crises hídricas e econômicas desde o ano 2012 até a recente crise 

com a pandemia de 2020. Ao fim, um caso prático de otimização de portfólio consolida a 

utilização das ferramentas estocásticas propostas neste trabalho como dados de entrada 

para a solução do problema de uma comercializadora de energia. 

  



 
 

ABSTRACT 

Energy trading offers great gain opportunities but also exposure to risk due to price volatility. 

A proper price model is a key element of risk analysis by electricity market traders and 

represents a strong tool for providing a better understanding of market dynamics. This work 

applies Monte-Carlo simulation combined with the Brownian Geometric Movement and the 

Cholesky decomposition, stochastic procedures widely used in the financial and stock 

markets, to simulate stochastic curves of future prices for the Brazilian energy market, with 

focus on the Southeast/Midwest submarket, which accounts for the majority of the energy 

commercialization in the country. The results of this work conveniently represent the 

uncertainty in the prices of the Brazilian energy market, demonstrating robust results even 

when applied to the recent periods of high volatility that the Brazilian market has been going 

through due to hydric and economic crises from the year 2012 until the recent crisis with the 

2020 pandemic. Finally, a practical case of portfolio optimization consolidates the use of the 

stochastic tools proposed in this work as input data for solving the problem of an energy 

trading company. 
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1 INTRODUÇÃO 

 

1.1 MOTIVAÇÃO 

 

A energia elétrica é uma das principais formas de energia utilizada no mundo, dado suas 

características de fácil transporte e conversão, sendo presente em praticamente todas as 

áreas econômicas e impactando no preço de produtos de toda a cadeia de produção de um 

país. A gestão de contratação de energia é, portanto, parte essencial da economia de um 

país, quer seja pelos agentes de mercado ou pelo governo. 

A comercialização de energia elétrica oferece grandes oportunidades de ganho, mas 

também a exposição ao risco devido à volatilidade dos preços. Um modelo de preço 

adequado é um elemento-chave da análise de risco por empresas atuantes no mercado de 

eletricidade e representa uma forte ferramenta para fornecer um melhor entendimento da 

dinâmica do mercado. 

O mercado brasileiro de energia elétrica adota a programação centralizada de recursos 

para sua formação de preços, com base em uma cadeia de modelos de otimização 

estocástica (BARROSO, 2005). Atualmente, a maioria das análises de risco de 

comercialização neste mercado se baseia nos cenários de preços marginais derivados 

destes modelos, como mostram os trabalhos de  MELO et al. (2018), NASCIMENTO et al.  

(2018) e de OLIVEIRA et al. (2019). No entanto, como os cenários são produtos de dados 

operacionais e de variáveis climáticas estocásticas, tendências hidrológicas imprecisas e 

erros em dados de modelagem de usinas podem ter um impacto significativo nos cenários 

de preços usados. 

Com a modernização proposta pelo governo para o mercado elétrico brasileiro, baseada 

nos resultados da Consulta Pública nº 33/2017 (MINISTÉRIO DE MINAS E ENERGIA, 

2017), cada vez mais se discute a adoção de um modelo de mercado baseado na oferta de 

preços horários de compra e venda de energia elétrica, o que pode tornar obsoletos os 

modelos usados hoje para formação de preços deste mercado. 
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Também no contexto da modernização do setor está a crescente liberalização da 

contratação de energia com diretrizes claras expostas na Portaria nº 514/2018 

(MINISTÉRIO DE MINAS E ENERGIA, 2018). Esta liberalização trata de fato sobre o que 

já ocorreu em diversos países do mundo, permitindo uma maior participação de 

consumidores menores na gestão dos preços e volumes de sua aquisição e gestão de 

energia, ampliando as possibilidades de negociação e, consequentemente o volume 

transacionado neste mercado. 

 Há de se destacar que o suprimento físico se manterá por meio das distribuidoras de 

energia, concessionárias de serviços de distribuição e com tarifas reguladas pelo governo, 

dado o monopólio natural determinado pelo alto investimento em infraestrutura necessário 

para a prestação de serviço de entrega de energia para cada cliente e consequente 

impossibilidade econômica da competição plena de duas ou mais empresas em uma 

mesma região. Ou seja, o serviço de transporte (transmissão e distribuição) continua sendo 

operado em forma não competitiva, como concessão para operação em monopólio. 

Atualmente, clientes de baixo consumo são obrigados a comprar energia das distribuidoras, 

que por sua vez obtém energia através de leilões centralizados pelo governo, que podem 

nem sempre representar o menor custo ao consumidor final. A separação total do serviço 

de distribuição e do serviço de comercialização é parte importante do que se discute 

atualmente também no contexto da modernização do setor energético brasileiro. 

Haja vista esta tendência de liberalização do mercado brasileiro, amplia-se o volume 

negociado no mercado de energia e o espaço disponível para a atividade de 

comercialização. Agentes como as comercializadoras de energia vem aumentando em 

número e diversificação de suas funções, aumentando a liquidez do mercado, que no final 

de 2019 alcançou patamar acima de 5 vezes quanto ao índice de rotatividade  apresentado 

na Figura 1 (CCEE, 2020),  e apresentando a consumidores e geradores muitas opções 

para a comercialização de energia. 
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Figura 1 – Índice de rotatividade – relação entre energia comercializada e consumida 

 

É necessário, porém, observar que a entrada de novos agentes no setor de comercialização 

pode apresentar riscos à cadeia de suprimentos, caso estes agentes não sejam diligentes 

na análise dos riscos inerentes à este mercado, conforme casos observados em notícias 

do início do ano de 2019 (REUTERS, 2019), onde algumas comercializadoras de energia 

tomaram alto risco e acabaram surpreendidas por disparada de preços no mercado, 

levando à insolvência de sua situação e imputando prejuízo a diversos outros participantes. 

Tais notícias vêm trazendo à tona o tema de análise de risco de comercialização de energia, 

seja por parte das empresas como por parte dos órgãos reguladores e fiscalizadores, como 

ferramenta essencial à manutenção da segurança do mercado de energia brasileiro. 

Apesar das metodologias existentes para a gestão de comercialização, a agenda para o 

desenvolvimento de novas pesquisas ainda está aberta, principalmente considerando 

condições regulatórias específicas e a dinâmica dos mercados de energia em 

desenvolvimento. 

 

1.2 OBJETIVOS 

 

O principal objetivo deste trabalho é a geração de séries estocásticas de preços de energia 

aderentes ao mercado brasileiro de energia, especificamente ao submercado 
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Sudeste/Centro-Oeste, detentor do maior volume de transações de energia neste mercado. 

Para esta geração de séries é proposta a utilização de técnicas de simulação de Monte-

Carlo, Movimento Browniano Geométrico e decomposição de Cholesky, consagradas no 

mercado financeiro. 

Como objetivos secundários, este trabalho busca i) apresentar métricas de risco aplicáveis 

na gestão de riscos na comercialização de energia e ii) aplicação da metodologia de 

geração de séries estocásticas de preços de energia propostas no trabalho em um modelo 

de otimização linear visando auxílio à tomada de decisão na gestão de portfólio de contratos 

de energia. 

 

1.3 ESTRUTURA DO TRABALHO 

 

Este trabalho se divide em cinco capítulos. O Capítulo 2 apresenta aspectos gerais do 

mercado de energia brasileiro e paralelos com outros mercados de energia. O Capítulo 3 

aborda a modelagem de risco e as técnicas a serem utilizadas neste trabalho. O Capítulo 

4 trata das metodologias matemáticas e o Capítulo 5, dos resultados obtidos. O Capítulo 6 

apresenta as conclusões finais do trabalho. Por fim, são listadas as referências 

bibliográficas e se apresenta artigo publicado pelo autor no periódico internacional Energy 

Systems - Optimization, Modeling, Simulation, and Economic Aspects da editora Springer 

(Heidelberg, Alemanha - https://www.springer.com/journal/12667), indexado nas bases 

Scopus (fator de impacto: 2.74) e Web of Science (AMADEU e BARBOSA, 2020).  
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2 ASPECTOS DO MERCADO DE ENERGIA ELÉTRICA 

 

Mercados de energia são reflexo do tipo de governo e recursos disponíveis em cada país 

ou região. Não há um modelo melhor ou pior, mas sim modelos que se adequam mais à 

realidade de cada local. Tendo isto em vista, este capítulo visa trazer um panorama do 

mercado brasileiro em relação a alguns mercados internacionais, focando nos preços 

praticados nestes mercados e aprofundando na regulação do caso brasileiro.  

 

2.1 COMPARATIVO COM MERCADOS INTERNACIONAIS 

 

O mercado brasileiro de energia apresenta elevada volatilidade de preços, resultado da alta 

presença de fontes intermitentes em sua matriz energética (CASTRO et al., 2014), 

especialmente a fonte hidrelétrica, que em 2019 correspondeu a 61% da capacidade 

instalada no país (ANEEL, 2019). Embora este tipo de fonte seja confiável e se torne 

progressivamente mais acessível ao longo do tempo, ela depende de recursos naturais 

intermitentes como insolação, vento e chuvas. No caso brasileiro, usinas térmicas, em geral 

bem mais caras que as fontes alternativas, são despachadas em casos de secas severas, 

gerando assim altos preços no mercado de energia para produtos com entrega no curto-

prazo. 

Dados da Agência Internacional de Energia (INTERNATION ENERGY AGENCY, 2020) 

mostram que em 2017, o Brasil foi o oitavo país com a maior quantidade de energia elétrica 

gerada, sendo o terceiro com a maior geração de fontes hidroelétricas, atrás da China e 

Canadá. A Figura 2 apresenta os dez maiores países em geração de energia elétrica 

hidráulica em 2017 segundo a IEA, dos quais o Brasil é o segundo país com a maior 

participação em fonte hidráulica, atrás da Noruega, que gerou aproximadamente um quarto 

da geração total brasileira naquele ano. Existe uma grande diferença entre estes dois 

países, dado que o Brasil é um país em desenvolvimento, com o consumo em expansão, 

além de possuir períodos mais extremos de secas do que o país escandinavo (CRAMTON, 

2017). 
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Figura 2 – Países com maior capacidade instalada hidráulica 

 

Há de se destacar também a origem das vazões hidrológicas brasileiras, dependentes 

exclusivamente de chuvas, ao contrário de dos países nórdicos, Canadá e China, que 

possuem grande parte de suas vazões decorrentes do degelo de neve acumulada durante 

o inverno. Tal fato permite a medição desse acúmulo de neve e uma previsão mais assertiva 

de vazões ao longo do verão e, consequentemente, um despacho energético mais próximo 

da operação ótima do sistema, trazendo menor volatidade de preços no curto-prazo. Já a 

previsibilidade em termos interanuais é igualmente precária, como no Brasil. 

O Nord Pool é um dos mercados de energia líderes na Europa, operando na Noruega, 

Dinamarca, Suécia, Finlândia, Estônia, Letônia, Lituânia, Alemanha e no Reino Unido 

(N2EX) e mantém uma base de dados de preços aberta ao público em sua página na 

internet (NORD POOL, 2020). A fim de se comparar os preços deste mercado com o 

mercado brasileiro, foi realizada a conversão dos valores em Euro para Reais, utilizando o 

valor de câmbio destas moedas na data de fechamento de cada mês. A evolução histórica 

dos preços máximos e mínimos para as diversas regiões do Brasil e do Nord Pool são 

apresentados na Figura 3. Dados estatísticos destes preços mensais para cada região 

disponível nos mercados estudados são apresentados na Tabela 1. A volatilidade dos 

preços de curto-prazo no Mercado brasileiro é cerca de três a seis vezes maiores que os 

preços dos mercados europeus.  

China Canadá Brasil
Estados
Unidos

Rússia Noruega Índia Japão Vietnã Suécia

1º 2º 3º 4º 5º 6º 7º 8º 9º 10º

Total 762 75 67 489 125 17 175 122 23 19

Hidro 136 45 42 37 21 16 16 10 10 7

% 18% 60% 63% 8% 17% 96% 9% 8% 45% 40%
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Figura 3 – Faixas de preços de curto-prazo no mercado brasileiro e Nord Pool/N2EX 

Tabela 1 – Comparação entre mercado brasileiro e Nord Pool/N2EX 

Mercado País Região 
Tamanho 
das séries 
(meses) 

Preço 
Médio 

(R$/MWh) 

Desvio 
Padrão 

(R$/MWh) 

Coeficiente 
de Variação 

Brasil 

SE/CO 206  169,07  186,99  111% 

S 206  166,69  184,50  111% 

NE 206  168,54  183,98  109% 

N 206  147,89  170,13  115% 

Nord 
Pool 

Elspot 

Suécia 

SE 130  104,47  42,58  41% 

SE1 104  115,07  44,44  39% 

SE2 104  115,09  44,42  39% 

SE3 104  118,21  43,41  37% 

SE4 104  122,39  44,22  36% 

Finlândia FI 234  117,28  44,28  38% 

Dinamarca 
DK1 234  110,06  36,91  34% 

DK2 234  116,19  42,74  37% 

Noruega 

Oslo 234  103,89  45,88  44% 

Kr.sand 234  102,97  44,99  44% 

Bergen 234  102,95  45,29  44% 

Molde 234  108,83  44,34  41% 

Tr.heim 234  108,82  44,34  41% 

Tromsø 234  106,75  44,01  41% 

Estônia EE 123  133,61  41,27  31% 

Letônia LV 84  165,39  41,72  25% 

Lituânia LT 96  160,36  41,51  26% 

Áustria AT 11  158,64  30,94  20% 

Bélgica BE 11  149,05  35,01  23% 

Alemanha/Lux DE-LU 11  145,65  30,23  21% 

França FR 11  148,99  39,01  26% 

Holanda NL 11  156,19  27,67  18% 

N2EX Reino Unido UK 53  213,85  48,42  23% 
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Este trabalho tem foco na análise e modelagem de  preços de mercado de balcão (contratos 

bilaterais) para a região Sudeste/Centro-Oeste do mercado Brasileiro, que em 2019 

correspondeu a 70% de toda energia comercializada no país (CCEE, 2020). 

Outra importante comparação a ser feita é sobre os aspectos regulatórios do modelo 

brasileiro em relação a outros países. A Tabela 2 apresenta alguns aspectos relativos à 

abertura de mercados de energia elétrica na América do Sul e demonstra que o Brasil se 

posiciona atrasado em relação a alguns dos principais mercados deste continente, 

reforçando assim a necessidade de sua modernização. 

Tabela 2 – Mercados de energia elétrica da América do Sul 

País 
Limites para 

Elegibilidade ao 
Ambiente Livre 

Consumo 
Anual do 

País 
(TWh) 

% 
Ambiente 

Livre 
Outros Aspectos 

Colômbia 
Cargas > 0,1 MW ou 
Consumo > 55 MWh/mês 

65 35% 
✓ Leilões Diários 
✓ Separação Lastro + Energia 

Peru 

Entre 0,2 e 2,5 MW: 
Há opção de ser livre 
 
Cargas > 2,5 MW: 
Obrigatoriamente livre 

40 16% ✓ Custos marginais nodais 

Chile 

Entre 0,2 e 2,0 MW: 
Há opção de ser livre 
 
Cargas > 2,0 MW: 
Obrigatoriamente livre 

70 40% ✓ Custos marginais nodais 

Brasil 

Cargas > 2,0 MW: 
Há opção de ser livre 
(desde janeiro de. 2020) 
 
Cargas > 0,5 MW: 
Há opção de ser livre 
(especial)  

467 29% 

Não possui: 
 Leilões Diários 
 Separação Lastro + Energia 
 Custos marginais nodais 

 

A experiência internacional também permite destacar que mesmo com a modernização do 

mercado elétrico, o mercado de contratação bilateral não será extinto. Os contratos 

bilaterais são os instrumentos de proteção contra riscos (preço e volume) de mercado de 
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qualquer commodity. A experiência de mercados desenvolvidos como o mercado Nórdico 

(Nord Pool) revela que: a) a competição no varejo (retail competition) pode ser bem 

desenvolvida, havendo inclusive  contratos com preços indexados ao preço spot; b) o 

mercado de contratos bilaterais não foi extinto (responde por cerca de dois terços do 

consumo do mercado todo); c) o poder de mercado ficou mitigado com a integração dos 

países e pulverização dos agentes de geração (BARBOSA, 2019). 

 

2.2 REGULAÇÃO DO MERCADO BRASILEIRO 

 

Atualmente, o Mercado brasileiro de eletricidade é dividido entre dois ambientes de 

contratação distintos, chamados de Ambiente de Contratação Regulado (ACR) e Ambiente 

de Contratação Livre (ACL). Os preços no ACR são definidos por leilões reversos 

centralizados pelo governo, onde os agentes vendedores com ofertas de suprimento mais 

competitivas (de menor preço) se habilitam a vender energia para as distribuidoras de 

energia, que então repassam estes custos aos consumidores cativos através de tarifas 

reguladas definidas pela Agência Nacional de Energia Elétrica – ANEEL. Já os preços no 

ACL são definidos de forma livre, em negociações bilaterais entre vendedores de energia 

(tipicamente geradores e comercializadores) e compradores de energia (tipicamente 

comercializadores e consumidores industriais ou comerciais). Estes contratos são 

registrados pela Câmara de Comercialização de Energia Elétrica (CCEE, 2019), que 

também é responsável por medir a quantidade de energia produzida ou consumida por 

cada agente do mercado e calcular o saldo entre recursos energéticos e requisitos. 

Esse saldo é liquidado pelo preço de curto-prazo (denominado Preço de Liquidação das 

Diferenças - PLD), hoje definido semanalmente para cada nível de carga (pesada, média e 

leve) e para cada um dos subsistemas brasileiros, denominados Sudeste/Centro-Oeste 

(SE-CO), Sul (S), Nordeste (NE) e Norte (N). O PLD é baseado no Custo Marginal de 

Operação (CMO) do sistema, limitado por um preço mínimo e um preço máximo. O 

ambiente de Mercado de Curto Prazo (MCP) no Brasil, portanto, não é baseado na oferta 

de preços de compra e venda de energia pelos agentes de mercado, como é a prática mais 

comum em diversos mercados mundiais. O PLD é aplicado pela CCEE (a operadora do 
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mercado nacional) à quantidade de energia não coberta por contratos bilaterais, valorizando 

as diferenças entre o total de energia contratada por um agente e o correspondente 

consumo efetivo ou geração do mesmo agente no mesmo período e subsistema. 

As políticas de despacho de energia elétrica são determinadas pelo Operador Nacional do 

Sistema – ONS, utilizando uma cadeia de modelos computacionais de otimização 

estocástica fornecidos e mantidos pelo CEPEL (CEPEL – CENTRO DE PESQUISAS DE 

ENERGIA ELÉTRICA - GRUPO ELETROBRÁS, 2019), que buscam o despacho ótimo das 

fontes disponíveis no sistema, visando o menor custo total de operação. 

O PLD é calculado semanalmente pela CCEE a partir do mesmo conjunto de modelos 

computacionais que são executados pelo ONS, refletindo os custos de operação do sistema 

em preços de mercado. Uma situação hidrológica seca geralmente representa baixos níveis 

de reservatório e a necessidade de geração via termelétricas, cujo custo de combustível é 

refletido no cálculo do preço do PLD, aumentando-o. 

Embora os contratos sejam livremente negociados entre os agentes do mercado, o PLD 

acaba tendo um grande impacto na precificação desses contratos, principalmente para 

suprimentos de prazos mais curtos, onde o agente pode enfrentar riscos elevados ao ser 

exposto no MCP à alta volatilidade do PLD. Dessa forma, a contratação a prazo funciona 

como uma poderosa ferramenta de proteção, também chamada de hedge (CRAMTON, 

2017), ao reduzir o volume de energia contabilizado para um agente a ser valorado pelo 

PLD. 

No início de 2019, o PLD passou de 140 R$/MWh durante a primeira semana de janeiro 

para acima de 500 R$/MWh na terceira semana de fevereiro, levando algumas 

comercializadoras com posição vendida e, portanto, expostas negativamente no MCP, a 

fecharem suas portas. Esta situação também incentivou uma grande discussão no mercado 

e nos principais órgãos deste setor (REUTERS, 2019), mostrando a importância de um 

modelo robusto capaz de capturar possíveis cenários extremos de preços para a tomada 

de decisão e gerenciamento de risco de comercialização de energia, além é claro,  de uma 

necessidade de forte diligência das empresas em seguir estas boas práticas para esta 

gestão de sua carteira. 
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2.3 FORMAÇÃO DE PREÇOS FUTUROS 

 

O principal risco em qualquer tipo de mercado é o que se espera do futuro. A gestão deste 

risco gira em torno de como modelar o futuro e o quão perto da realidade este modelo será. 

Normalmente, as mercadorias destes mercados são armazenáveis, dando aos produtores 

a possibilidade de vender o produto durante janelas de preços melhores (FJELDSKÅR, 

2009).  

Hoje a eletricidade não é armazenável em quantidades significativas. Diferentemente da 

maioria das commodities, a energia produzida é instantaneamente consumida e, portanto, 

os preços spot desse bem dependem da oferta e da demanda no momento do 

fornecimento. Há um prazo para a tomada de decisões, o que leva os agentes deste 

mercado a um alto risco (FALBO et al., 2016). Os contratos de médio e longo prazo são 

essenciais nas estratégias de hedge contra a volatilidade dos preços de curto-prazo, 

também chamados de preços spot. 

Esses contratos podem ser fechados diretamente entre os produtores e os consumidores 

finais, mas a figura dos comercializadores como especuladores dá liquidez ao mercado, 

impulsionando a comercialização (MAYON e PARODI, 2018) e tem um papel central na 

formação de preços futuros neste mercado. 

Como os contratos são principalmente negociados bilateralmente entre os diferentes 

agentes que atuam no mercado brasileiro de energia, os preços reais das transações são 

confidenciais e a aquisição de dados históricos é uma tarefa complexa (LEME et al., 2015). 

Uma alternativa para obter esses dados é baseada em serviços de terceiros, como o 

oferecido pela Dcide Ltda. (DCIDE, 2020). A ferramenta oferecida por esta empresa desde 

2012 consiste em coletar a percepção de seus clientes (principalmente geradores e 

comercializadores) dos preços para contratos de diferentes períodos de fornecimento e 

classes de energia (como contratos de energia convencional com horizonte de curto prazo; 

contratos de energia incentivada de longo prazo e outros). Após a obtenção desses dados, 

a ferramenta apresenta aos seus clientes métricas estatísticas de consenso de todas as 

curvas de preços inseridas no sistema, sem identificar dados específicos de cada empresa, 
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mantendo os dados confidenciais e, oportunamente, possibilitando a análise dos preços de 

mercado. 

As métricas fornecidas pela Dcide seguem o padrão exemplificado na Tabela 3, onde 

Spread representa um prêmio adicional ao PLD, oferecido para contratos com preço 

variável (PLD+Spread) no mês vigente; M+X representam produtos para X meses à frente; 

A+0 representa produtos para o fechamento do ano, do M+4 até dezembro; e A+X, X anos 

à frente, sendo que o A+4 representa produtos de cinco ou mais anos à frente. A empresa 

também oferece a média e a média ponderada para cada maturidade, sendo esta última, 

uma ponderação criada para dar maior peso a empresas que atuam mais em determinado 

produto, como por exemplo, no curto-prazo. 

Tabela 3 – Exemplo de métricas de curva forward 

 

R$/MWh 

Média 
Média 

Ponderada 

Desvio 

Padrão 

SPREAD -3,97 -3,97 0,10 

M+0 224,12 224,22 2,10 

... ... ... ... 

M+3 264,91 265,00 4,94 

A+0 241,39 241,45 7,81 

... ... ... ... 

A+4 154,04 151,92 1,55 

 

Estas métricas permitem entender a correlação entre diversas variáveis inerentes ao 

mercado de energia, como o Preço de Liquidação das Diferenças (PLD), e os diferentes 

vencimentos dos produtos ofertados pelo mercado, variando de produtos para o mês 

corrente (M+0) para produtos de prazo mais longo, com fornecimento para quatro anos à 

frente (A+4). Essas propriedades levaram as curvas Dcide a serem um preço de referência 

no mercado brasileiro. 

A análise da correlação entre essas curvas de preços futuros e o PLD é de extrema 

importância, uma vez que a última variável será utilizada para a avaliação de eventuais 

diferenças no saldo de agentes de mercado. 
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Embora o PLD tenha limites definidos anualmente pelo regulador, para 2020 

respectivamente R$ 39,68/MWh e R$ 559,75/MWh, essa variável apresenta alta 

volatilidade, representando riscos efetivos aos agentes que não possuem o planejamento 

adequado de contrato e acabam expostos no MCP. 

Tais exposições podem ser positivas, onde o risco em geral é menor, representado por um 

PLD mais baixo no momento da liquidação pela CCEE, o que pode levar a uma margem 

negativa ou um lucro reduzido por não ter feito a venda bilateral desse excedente de energia 

anteriormente, quando os preços de mercado estavam maiores para este período de 

fornecimento. 

No caso de exposições negativas, cujo risco corresponde a PLD elevado, o custo de 

compra no mercado de curto prazo pode ser até oito vezes maior quando comparado às 

oportunidades de compra em anos anteriores ao fornecimento. Este fato pode ser 

observado no suprimento para o início do ano de 2014, onde o PLD foi superior a R$ 

800/MWh, porém dois anos antes, no início de 2012, a curva futura apresentava preços 

próximos de R$ 100/MWh (para um produto de energia de entrega A+2), como mostrado 

na Figura 4. 

Figura 4 – Histórico do PLD mensal e Curvas Futuras semanais por maturidade 

 

A volatilidade do produto aumenta progressivamente à medida que se aproxima do período 

de fornecimento, como visto no box-plot da Figura 5, uma vez que o PLD tem mais influência 

sobre os preços de mercado para suprimento no curto prazo. 

0

100

200

300

400

500

600

700

800

900

2012 2013 2014 2015 2016 2017 2018 2019 2020

R
$
/M

W
h

SE/CO PLD

M+0

M+1

M+2

M+3

A+0

A+1

A+2

A+3

A+4



26 
 
 

Figura 5 – Box-plot de produtos futuros 

 

Para prazos mais longos, outros fatores de menores volatilidades têm influência sobre os 

preços, como o Custo Marginal de Expansão - CME (EPE, 2018), que reflete o preço teórico 

da expansão do sistema pela construção de novas usinas; e os leilões regulados de energia 

promovidos pelo governo brasileiro para o fornecimento futuro de usinas existentes 

(vencimentos A+0 a A+2) e novas (usinas A+3 a A+6). Os resultados dos leilões são 

publicados pela CCEE e os preços dos últimos oito anos são apresentados na Figura 6. 

Figura 6 – Preços de leilões regulados por maturidade (R$/MWh) 
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Como a frequência dos leilões públicos regulados é baixa (normalmente um leilão por ano 

para cada vencimento), há poucos dados para apoiar uma análise da correlação entre 

esses resultados e os preços de longo prazo. Além disso, cada leilão promove uma 

competição entre diferentes fontes de energia, exigindo um estudo mais amplo sobre os 

impactos entre os resultados desses leilões e os preços no mercado livre, mesmo que 

exista uma expectativa de alta influência na percepção do preço pelos consumidores após 

os resultados das vendas públicas. 
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3 MODELAGEM DE RISCO 

 

A medida coerente de risco e o planejamento de comercialização no mercado de energia 

brasileiro devem garantir uma modelagem aderente ao mercado para os preços futuros. 

Ferramentas como simulação de Monte Carlo são amplamente utilizadas na análise de 

risco e otimização de portfólio (ROCKAFELLAR e URYASEV, 2000) para diferentes 

mercados internacionais (VESPIGNANI et al., 2018). Partindo desta grande experiência 

que o mercado financeiro possui na análise e controle de riscos, este trabalho buscou 

aplicar ferramentas já consagradas neste setor para a realidade da comercialização de 

energia no mercado brasileiro. 

 

3.1 GERAÇÃO DE SÉRIES ESTOCÁSTICAS 

 

O método de Monte-Carlo é aplicado a processos estocásticos, buscando simular os 

possíveis resultados numéricos de uma regra ou modelo de negócios por amostragem 

aleatória de suas variáveis explicativas. Diversos estudos de risco de comercialização em 

mercados de energia propõem o uso dessa metodologia, como os trabalhos de VÁZQUEZ 

et al. (2006) e de PINHEIRO-NETO et. al (2017). 

A modelagem de múltiplos produtos com variâncias e correlações variáveis no tempo é de 

grande importância para o gerenciamento de riscos (SHIROTA et al., 2015) e várias 

técnicas estão disponíveis na literatura de análise financeira para esta proposta, como a 

decomposição de Cholesky. 

Originalmente desenvolvido por André-Louis Cholesky em 1924 (BREZINSKI, 2015), a 

decomposição de Cholesky é amplamente utilizada em simulações de Monte Carlo, 

transformando séries de variáveis independentes não correlacionadas em séries de 
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variáveis correlacionadas (STEELE, 2010). Essencialmente, trata-se da decomposição de 

uma matriz hermitiana1 definida como duas matrizes triangulares transpostas entre si. 

Ao unir as simulações de Monte Carlo com a decomposição de Cholesky, é aumentada a 

aderência das projeções de série temporal de preços com as séries temporais observadas, 

incluindo nestas simulações a correlação temporal entre os diversos vencimentos 

disponíveis no mercado, o que pode ajudar um agente a determinar o momento ideal para 

comprar ou vender energia e para medir o risco relacionado a esta decisão. 

A geração de séries aleatórias correlacionadas ocorre pela multiplicação da matriz 

triangular calculada pela decomposição de Cholesky e variáveis estocásticas. Tal aplicação 

será aliada ao processo estocástico chamado Movimento Browniano Geométrico – MBG, 

popular em análises de derivativos e risco de mercado (GIAMBIAGI e TAVARES, 2018) 

para a geração das séries de preços futuros de energia. 

Também conhecido como processo de Wiener, o MBG tem diversas aplicações, sendo a 

modelagem de preços de ações no modelo de Black-Scholes (BLACK e SCHOLES, 1973) 

uma das aplicações mais conhecidas. A origem do nome do processo provém do 

movimento aleatório de partículas suspensas em fluídos, observado pela primeira vez pelo 

biólogo Robert Brown em 1827. 

O MBG tem sido utilizado para descrever e modelar a evolução temporal dos preços 

horários de energia elétrica pois é capaz de capturar propriedades estilizadas das séries de 

preços horários em mercados que o preço é formado por leilões diários por bids e asks 

(EYDELAND e WOLYNIEC, 2003). Conforme destacado por HAYFAVI e TALASLI 

(Stochastic multifactor modeling of spot electricity prices, 2014), em aplicação do modelo 

MBG ao mercado de eletricidade da Turquia, os preços de curto prazo (spot) em mercados 

de eletricidade são governados pela tendência frequente de reversão à média, alta 

volatilidade e presença de picos. Pode também ser incluído o efeito da sazonalidade dos 

 

 

1 Uma matriz hermitiana é definida como uma matriz quadrada complexa cujo conjugado transposto é igual à 
matriz original. Matrizes reais simétricas (como a matriz de autocorrelação) são matrizes hermitianas. 
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preços spot, como é o caso do mercado Nórdico, com alta presença de hidroeletricidade na 

produção anual (WERON et al., 2004). 

 

3.2 MÉTRICAS DE RISCO 

 

A definição de risco se dá pelo conjunto de valores futuros que uma determinada posição 

em um mercado pode assumir, cabendo ao supervisor desta posição avaliar se estes 

valores de risco pertencem a um subconjunto de valores de risco aceitáveis (ARTZNER et 

al., 1999). Este supervisor deve então tomar a decisão de recomendar ou impor uma 

mudança da posição, buscando reduzir ou melhorar sua métrica de risco. 

Atualmente, diversas métricas de risco são utilizadas internacionalmente, sendo uma das 

mais populares a métrica Value-at-Risk – VaR, que representa o menor valor que uma 

posição pode assumir, dada uma determinada probabilidade. Em outras palavras, esta 

métrica indica que uma posição tem probabilidade α de assumir valor inferior a VaRα. 

Apesar do VaR ser uma métrica bastante intuitiva e direta, ela apresenta propriedades 

matemáticas indesejáveis, como a não-linearidade, muitas vezes não sendo uma métrica 

coerente de risco (ARTZNER et al., 1999). Uma alternativa é a métrica derivada do VaR, o 

Conditional-Value-at-Risk - CVaR, também conhecida como Expected-Shortfall e Tail VaR. 

Esta métrica consiste em se calcular a média dos valores menores ou iguais ao VaR de 

uma posição, trazendo assim informações da calda dos piores cenários possível de uma 

carteira e apresentador as propriedades de uma medida coerente de risco, possibilitando 

seu uso em métodos de otimização linear (ROCKAFELLAR e URYASEV, 2000). 

Estas métricas podem ser representadas graficamente pela distribuição de probabilidade 

acumulada apresentada na Figura 7, onde o VaR10% é igual ao resultado com probabilidade 

acumulada 10% e o CVaR10% e o Valor Esperado são calculados pelas área destacadas no 

gráfico. 
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Figura 7 – Exemplo gráfico de métricas de risco 

 

3.3 OTIMIZAÇÃO DE RISCO 

 

A Teoria Moderna do Portfólio, introduzida por Markowitz (1959) define que a construção 

de um portfólio se dá pela maximização da expectativa de resultados de uma carteira, dado 

um determinado nível de risco, representado neste primeiro trabalho, pela volatilidade de 

cada ativo. Esta teoria também define que investidores são, normalmente avessos a risco: 

dadas duas carteiras de investimentos com mesmo valor esperado, mas com riscos 

distintos, um investidor racional irá optar pela carteira de menor risco. 

Decisões adicionais de investimento levarão em conta o valor esperado adicionado à 

posição atual e a variação do risco que a nova posição representa. Um investidor propenso 

a riscos pode tomar uma posição de maior risco em busca de maiores valores esperados, 

enquanto um investidor totalmente avesso a risco irá buscar margens menores, mas 

também com risco reduzido. A decisão de alocação de um portfólio se dá, portanto, através 

do par risco-retorno, que pode ter pesos distintos para investidores diferentes. 

A busca pelo portfólio ótimo pode então ser determinada pela maximização do retorno 

esperado, pela minimização do risco ou por uma ponderação de ambos, o que pode levar 

a um problema não-linear, dado que esta característica está presente na maioria das 

métricas de risco apresentadas. Esta ponderação entre risco e retorno é exemplificada na 

Figura 8, considerando ω o peso dado para o retorno e (1-ω) o peso dado para o risco. É 
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possível observar que, invariavelmente, o aumento de ω adiciona risco à decisão, enquanto 

sua redução leva a uma redução do retorno esperado. 

Figura 8 – Exemplos de pontos ótimos de acordo com pesos ω para o retorno 

 

ROCKAFELLAR e URYASEV (2000) desenvolveram uma metodologia que permite a 

otimização da métrica CVaR através de programação linear. Esta técnica será apresentada 

nos capítulos adiante e utilizada no desenvolvimento de um otimizador de portfólio de uma 

comercializadora de energia, utilizando os cenários estocásticos de preços futuros gerados 

neste trabalho para a valoração deste portfólio. 
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4 METODOLOGIA 

 

Esta seção apresenta as ferramentas e técnicas utilizadas neste trabalho.  

 

4.1 PADRONIZAÇÃO DE SÉRIES 

 

Na análise de séries temporais foram adotados os procedimentos padrões (MORETTIM e 

TOLOI, 2006) de modelagem, iniciando pela padronização dos valores da série original. As 

séries semanais de preços obtidas junto à Dcide foram organizadas por maturidade e então 

foram calculados os Xt log-retornos para cada realização semanal xt do histórico, excluindo-

se a primeira semana, conforme: 

Xt = 𝑙𝑛 (
𝑥𝑡

𝑥𝑡−1
) 

(1) 

 

A partir das séries de n log-retornos calculados, pode-se obter a média e o desvio padrão 

para cada maturidade, ou seja: 

μ = ∑
𝑋𝑡

𝑛

𝑛

𝑡=1

 
(2) 

 

σ = √
1

𝑛
∑(𝑋𝑡 − 𝜇)2

𝑛

𝑡=1

 

(3) 
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4.2 MATRIZ DE CORRELAÇÃO 

 

A correlação entre duas séries temporais X e Y, com valores esperados µX e µY e desvios 

padrões σX e σY é calculada como: 

𝑐𝑜𝑟𝑟(𝑋, 𝑌) =
𝑐𝑜𝑣(𝑋, 𝑌)

𝜎𝑋𝜎𝑌
=

𝐸[(𝑋 − 𝜇𝑋)(𝑌 − 𝜇𝑌)]

𝜎𝑋𝜎𝑌
 (4) 

 

A matriz de correlação de n ativos é definida como: 

𝐴 = [
𝑐𝑜𝑟𝑟(𝑋1, 𝑋1) ⋯ 𝑐𝑜𝑟𝑟(𝑋1, 𝑋𝑛)

⋮ ⋱ ⋮
𝑐𝑜𝑟𝑟(𝑋𝑛, 𝑋1) ⋯ 𝑐𝑜𝑟𝑟(𝑋𝑛, 𝑋𝑛)

] (5) 

 

4.3 DECOMPOSIÇÃO DE CHOLESKY 

 

A decomposição de Cholesky para a matriz de correlação A resulta na matriz triangular L, 

conforme: 

𝐴 = 𝐿𝐿𝑇 (6) 

Os termos li,j da matriz L podem ser calculados como funções dos termos αi,j da matriz A:. 

𝑙1,1 = √𝑎1,1 (7) 

  

𝑙𝑗,1 =
𝑎𝑗,1 

𝑙1,1
, 𝑗 ∈ [2, 𝑛] (8) 

  

𝑙𝑖,𝑖 = √𝑎𝑖,𝑖 − ∑ 𝑙𝑖,𝑝
2

𝑖−1

𝑝=1

, 𝑖 ∈ [2, 𝑛] (9) 

  

𝑙𝑗,𝑖 =
(𝑎𝑗,𝑖 − ∑ 𝑙𝑖,𝑝𝑙𝑗,𝑝

𝑖−1
𝑝=1 )

𝑙𝑖,𝑖
, 𝑖 ∈ [2, 𝑛 − 1], 𝑗 ∈ [𝑖 + 1, 𝑛] (10) 
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4.4 MOVIMENTO BROWNIANO GEOMÉTRICO 

 

O Movimento Browniano Geométrico - MBG (EYDELAND e WOLYNIEC, 2003) para um 

valor inicial S0, média de log-retornos μ, desvio padrão σ e t intervalos de tempo à frente é 

obtido da seguinte forma: 

𝑆𝑡 = S0𝑒
((𝜇−

𝜎2

2
)𝑡+𝜎𝜀√𝑡)

 

(11) 

 

Sendo ε uma variável aleatória com distribuição normal. Para a versão multivariada do 

MBG, as distribuições de cada variável aleatória foram correlacionadas utilizando a matriz 

triangular L obtida pela decomposição de Cholesky da matriz de correlação das series de 

preço futuro por maturidade, ou seja: 

𝑍~𝑁(0,1) (12) 

𝜀 = 𝐿𝑍 (13) 

 

4.5 CONDITIONAL VALUE-AT-RISK 

 

O CVaR (ROCKAFELLAR e URYASEV, 2000) de uma distribuição de resultados R e 

probabilidade α é definido como: 

𝐶𝑉𝑎𝑅𝛼 =
1

𝛼
∫ 𝑉𝑎𝑅𝛾(𝑅)𝑑𝛾

𝛼

𝛾=0

=
1

𝛼
∫ 𝑟𝑝(𝑟)𝑑𝑟

𝑉𝑎𝑅𝛼

𝑟=−∞

 (14) 

Onde VaRγ(R) é o Value-at-Risk e representa o valor r de probabilidade acumulada γ da 

distribuição de resultados R e p(r) representa a probabilidade de ocorrência do valor r na 

distribuição de resultados R.  
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4.6 MODELO DE RISCO – OTIMIZADOR DE PORTFOLIO 

 

É proposto um modelo de otimização, cuja função objetivo pondera com peso ω o Valor 

Esperado, com o peso (1-w) a métrica de risco CvaR e tem como variável de decisão os 

volumes mensais a serem comercializados (ρ) pelo agente tomador de decisão. 

Este modelo considera os preços mensais atuais da curva forward de mercado (F), n séries 

estocásticas de preços mensais (S) e as exposições mensais atuais do tomador de decisão 

(θ). 

Dado que o VaR é não-linear, correspondendo ao α-ésimo valor da série de resultados R, 

o CvaR também possui características não-lineares, conforme equação (14). Porém, 

ROCKAFELLAR e URYASEV (2000) demonstram que é possível utilizar esta métrica de 

risco em modelos de programação linear, a partir das restrições (17), (18) e (19), que 

completam o modelo de otimização deste trabalho. A incógnita zi representa uma variável 

auxiliar de cálculo, que assume valor zero para Ri ≥ VaRα e resulta na diferença entre VaRα 

e Ri para Ri < VaRα. 

Função Objetivo  

maximizar 𝜔
∑ 𝑅𝑖

𝑛
𝑖=1

𝑛
+ (1 − 𝜔)𝐶𝑉𝑎𝑅𝛼 (15) 

Sujeito a  

𝑅𝑖 = ∑ 𝜌𝑚(𝐹𝑚 − 𝑆𝑚,𝑖) + 𝜃𝑚𝑆𝑚,𝑖

𝑀

𝑚=1
 (16) 

𝑉𝑎𝑅𝛼 −
∑ 𝑧𝑖

𝑛
𝑖=1

𝛼𝑛
> 𝐶𝑉𝑎𝑅𝛼 (17) 

𝑧𝑖 > 𝑉𝑎𝑅𝛼 − 𝑅𝑖 (18) 

𝑧𝑖 > 0 (19) 

 

A biblioteca SciPy (VIRTANEN et al., 2020) da linguagem de programação Python foi 

utilizada para a modelagem deste problema de Programação Linear – PL. A biblioteca exige 

que o PL seja padronizado para uma função objetivo de minimização e restrições do tipo 

menor ou igual. O PL foi então padronizado e ajustado de forma a simplificar a programação 

para o seguinte modelo: 
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Função Objetivo  

minimizar 𝜆 ∑ (
∑ 𝑆𝑚,𝑖 − 𝐹𝑚

𝑛
𝑖=1

𝑛
) 𝜌𝑚

𝑀

𝑚=1

− (1 − 𝜆)𝐶𝑉𝑎𝑅𝛼 (20) 

Sujeito a  

𝐶𝑉𝑎𝑅𝛼 − 𝑉𝑎𝑅𝛼 +
∑ 𝑧𝑖

𝑛
𝑖=1

𝛼𝑛
≤ 0 (21) 

𝑉𝑎𝑅𝛼 + ∑ 𝜌𝑚(𝑆𝑚,𝑖 − 𝐹𝑚) − 𝑧𝑖

𝑀

𝑚=1
≤ −𝜃𝑚𝑆𝑚,𝑖 (22) 

∑ −𝜌𝑚

𝑀

𝑚=1
≤ ∑ (𝜃𝑚)

𝑀

𝑚=1
− 𝑃 (23) 

𝑧𝑖 > 0 (24) 

Além da padronização, foi adicionada uma restrição de exposição mínima P para que o 

modelo permita definir volume de exposição final a que o tomador de decisão deseja estar 

sujeito. 

Um exemplo do código fonte em Python para a modelagem deste PL está disponível no 

ANEXO II. 

  



38 
 
 

5 RESULTADOS E DISCUSSÃO 

 

5.1 LOG-RETORNOS 

 

O número de observações, a média e o desvio-padrão do log-retorno de cada maturidade 

podem ser observados na Tabela 4.  

Tabela 4 – Observações, Médias e desvio-padrões dos log-retornos por maturidade 

  M+0 M+1 M+2 M+3 A+0 A+1 A+2 A+3 A+4 

Observações n 396 396 396 396 396 396 396 396 396 

Média μ 0,00598 0,00863 0,00662 0,00692 0,00692 0,00519 0,00380 0,00179 0,00108 

Desvio σ 0,20485 0,13865 0,10963 0,09917 0,09797 0,04063 0,01682 0,01115 0,01312 

 

É possível observar que todas a maturidades possuem médias positivas, porém próximas 

a zero, indicando uma tendência estacionária de manutenção dos valores da semana 

anterior. Os desvios padrões são decrescentes com a maturidade, o que era esperado dado 

que o período de suprimento mais próximo tende a acompanhar a alta volatilidade do PLD. 

A Figura 9 apresenta o box-plot dos log-retornos para cada maturidade e a Figura 10 

apresenta as séries de log-retorno para a série M+0 e A+4. 

Figura 9 – Box-plot dos log-retornos para cada maturidade 

 



39 
 
 

Figura 10 – Log-Retornos para as maturidades M+0 e A+4 

 

O parâmetro de volatilidade variável no tempo no modelo MBG foi estimado usando a média 

móvel (MM) e a média móvel ponderada exponencialmente (EWMA - exponentially 

weighted moving average) para cada maturidade. Um intervalo de 1 a 60 semanas 

anteriores foi testado para a MM, enquanto um λ entre 80 e 99% foi testado como parâmetro 

de peso para o cálculo do EWMA. O erro quadrático médio (EQM) entre os desvio-padrões 

resultantes para ambas as técnicas e os desvio-padrões observados no período de 4 

semanas à frente foi calculado para determinar o parâmetro de volatilidade do modelo. O 

melhor resultado para a MM foi de 52 semanas, enquanto para EWMA foi de λ = 94%. A 

MM foi selecionada para este trabalho devido aos valores mais baixos de EQM, conforme 

mostrado na Tabela 5. 

Tabela 5 – Erro quadrático médio para desvio-padrão 4 semanas à frente 

 Ordem 
Ótima 

M+0 M+1 M+2 M+3 A+0 A+1 A+2 A+3 A+4 

Média 
Móvel 

52 
semanas 

3,84 1,64 0,86 0,42 0,47 0,3 0,11 0,02 0,01 

EWMA λ = 94% 4,62 1,78 0,84 0,46 0,57 0,40 0,13 0,03 0,01 

 

5.2 MATRIZ DE CORRELAÇÃO 

 

A matriz de correlação para as curvas forward são apresentadas na Tabela 6. Dado que o 

preço de M+0 tende à média do PLD divulgado semanalmente ao longo do mês, a 

expectativa de preços para os próximos meses acaba não tendo uma forte correlação ao 

mês vigente. Uma súbita alteração de PLD no final de um mês não tem grande impacto em 

M+0, porém reflete em todas as maturidades subsequentes. 

-1,50

-1,00

-0,50

-

0,50

1,00

2012 2013 2014 2015 2016 2017 2018 2019 2020

M+0 A+4
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Tabela 6 – Matriz de autocorrelação das curvas forward 

 M+0 M+1 M+2 M+3 A+0 A+1 A+2 A+3 A+4 
M+0 1,00 0,35 0,26 0,27 0,29 0,16 0,22 0,21 0,24 

M+1 0,35 1,00 0,86 0,79 0,70 0,36 0,27 0,27 0,25 

M+2 0,26 0,86 1,00 0,87 0,75 0,39 0,30 0,32 0,29 

M+3 0,27 0,79 0,87 1,00 0,85 0,44 0,32 0,33 0,30 

A+0 0,29 0,70 0,75 0,85 1,00 0,51 0,34 0,33 0,32 

A+1 0,16 0,36 0,39 0,44 0,51 1,00 0,82 0,73 0,60 

A+2 0,22 0,27 0,30 0,32 0,34 0,82 1,00 0,86 0,76 

A+3 0,21 0,27 0,32 0,33 0,33 0,73 0,86 1,00 0,88 

A+4 0,24 0,25 0,29 0,30 0,32 0,60 0,76 0,88 1,00 
          

5.3 DECOMPOSIÇÃO DE CHOLESKY 

 

A aplicação da decomposição de Cholesky na matriz de autocorrelação da Tabela 6 resulta 

na matriz retangular apresentada na Tabela 7. 

Tabela 7 – Matriz L da decomposição de Cholesky 

 M+0 M+1 M+2 M+3 A+0 A+1 A+2 A+3 A+4 

M+0 1,00 - - - - - - - - 
M+1 0,35 0,94 - - - - - - - 
M+2 0,26 0,82 0,51 - - - - - - 
M+3 0,27 0,74 0,39 0,48 - - - - - 
A+0 0,29 0,64 0,29 0,40 0,51 - - - - 
A+1 0,16 0,33 0,16 0,19 0,26 0,86 - - - 
A+2 0,22 0,21 0,14 0,11 0,12 0,75 0,54 - - 
A+3 0,21 0,21 0,18 0,11 0,08 0,64 0,44 0,50 - 
A+4 0,24 0,17 0,17 0,09 0,10 0,51 0,43 0,45 0,46 

 

5.4 SIMULAÇÃO DE MONTE-CARLO 

 

Os gráficos da Figura 11 a Figura 16 apresentam cenários gerados pelas metodologias 

apresentadas neste trabalho e as comparam com os valores realizados observados. Para 

estes exemplos, foram realizadas simulações considerando apenas os dados conhecidos 

até a primeira semana de dezembro de 2018, gerados cenários estocásticos para os 

meses, subsequentes considerando um atraso t = 4 semanas para cada geração de 

cenários. Para fins de exemplo, apenas duzentas séries são exibidas em cada gráfico, 

porém duas mil séries foram geradas para a determinação dos intervalos de confiança. 
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Figura 11 – Cenários estocásticos para janeiro de 2019 

 

Figura 12 – Cenários estocásticos para fevereiro de 2019 
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Figura 13 – Cenários estocásticos para a primeira semana de março de 2019 

 

Figura 14 – Cenários estocásticos para a primeira semana de abril de 2019 
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Figura 15 – Cenários estocásticos para a primeira semana de maio de 2019 

 

Figura 16 – Cenários estocásticos para a primeira semana de junho de 2019 

 

É importante destacar que o ano de 2019 possuiu grande volatilidade de preços (ver Figura 

4), onde o PLD chegou ao seu teto (513,89 R$/MWh em 9 de fevereiro) e seu piso (42,35 
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R$/MWh em 1º de junho) regulatório para aquele ano. Apenas os cenários gerados com 

referência Janeiro para 4 semanas apresentaram preços fora do intervalo de confiança de 

95%. Apesar deste fato, todos os conjuntos de séries geradas apresentaram bom 

desempenho e aderência neste teste.  

A Tabela 8 apresenta a matriz de autocorrelação das séries de preços estocásticos gerados 

na Figura 11, demonstrando que o modelo foi capaz de manter as propriedades de 

correlação entre as maturidades do histórico, com valores muito próximos da Tabela 6. 

Tabela 8 – Matriz de autocorrelação das séries estocásticas 

 M+0 M+1 M+2 M+3 A+0 A+1 A+2 A+3 A+4 
M+0 1,00 0,31 0,22 0,23 0,26 0,16 0,22 0,22 0,25 

M+1 0,31 1,00 0,85 0,78 0,69 0,34 0,24 0,24 0,22 

M+2 0,22 0,85 1,00 0,86 0,74 0,35 0,25 0,28 0,25 

M+3 0,23 0,78 0,86 1,00 0,85 0,39 0,26 0,28 0,25 

A+0 0,26 0,69 0,74 0,85 1,00 0,47 0,29 0,30 0,27 

A+1 0,16 0,34 0,35 0,39 0,47 1,00 0,81 0,70 0,54 

A+2 0,22 0,24 0,25 0,26 0,29 0,81 1,00 0,85 0,72 

A+3 0,22 0,24 0,28 0,28 0,30 0,70 0,85 1,00 0,87 

A+4 0,25 0,22 0,25 0,25 0,27 0,54 0,72 0,87 1,00 

 

O modelo foi testado para 392 semanas, de 31 de dezembro de 2012 a 29 de junho de 

2020, e a Tabela 9  apresenta a frequência das realizações de preços fora do intervalo de 

confiança - IC de 95% para todos as maturidades das séries geradas para uma, duas, 

quatro, oito, doze e dezesseis semanas à frente. 

Tabela 9 – Frequência de semanas com realização fora do IC de 95% 

 Maturidade 

Semanas 
a frente 

M+0 M+1 M+2 M+3 A+0 A+1 A+2 A+3 A+4 

1 6% 5% 5% 8% 8% 5% 4% 4% 4% 
2 6% 6% 8% 11% 9% 8% 8% 8% 9% 
4 7% 8% 9% 14% 14% 12% 14% 15% 16% 
8 9% 9% 14% 18% 17% 21% 19% 24% 20% 

12 10% 10% 13% 22% 19% 20% 23% 30% 28% 
16 7% 11% 14% 22% 20% 24% 27% 34% 32% 

 

O resultado deste back-test mostra que as simulações de Monte-Carlo foram aderentes, 

principalmente para as maturidades mais próximas de vencimento, onde o risco de liquidez 
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pode tornar uma eventual posição aberta impossível de ser recuperada e foi o motivo dos 

recentes problemas enfrentados por algumas comercializadoras brasileiras nos últimos 

anos. 

É interessante notar também que este trabalho apresenta um conjunto de dados maior e 

mais atualizado que o artigo disponível no ANEXO I. Comparativamente, o percentual de 

séries fora do intervalo de confiança de 95% foi em geral mais reduzido em todos os testes, 

quando comparado com a Tabela 5 do artigo, principalmente para as maturidades e 

projeções mais distantes, com destaque para redução em 7 pontos percentuais para as 

projeções de A+3 e A+4 para 16 semanas a frente, o que mostra que o modelo tende a 

possuir ainda maior aderência com o aumento da base de dados histórica. 

5.5 MODELO DE RISCO – OTIMIZADOR DE PORTFOLIO 

 

A fim de validar o uso da metodologia de geração de cenários de preços de energia 

proposta neste trabalho, foi desenvolvido um otimizador conforme equações dispostas na 

seção 4.6. 

Para a aplicação deste modelo, foi proposto o seguinte problema: no início de dezembro de 

2019, um tomador de decisão de uma comercializadora de energia deseja alterar a sua 

posição para o ano de 2020. A posição atual desta comercializadora apresenta uma venda 

de 50 MWm (MW-médios) descoberta de compras no primeiro trimestre de 2020. 

Observando a curva de preço de mercado atual, ele deseja melhorar sua posição de risco-

retorno, mantendo sua exposição total em MWh (MW-horas) para o ano de 2020. A 

conversão de unidades de MW-médios para MW-horas é feita pela multiplicação do valor 

em MW-médios pelo número de horas do período observado. 

Para a solução deste problema foi utilizado um peso de ω = 50% para o retorno, α = 10% 

para o CVaR, a semana de 2 de dezembro de 2019 como referência para a geração de 

2000 séries de preços para 4 semanas à frente, visando 30 de dezembro de 2019, a 

primeira semana do ano 2020. Foi também definido um limite de 100 MWm para as compras 

e vendas mensais a serem calculadas pelo modelo. 
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A Figura 17 exibe a posição inicial do comercializador e a posição ótima com base nas 2000 

séries de preços geradas pela metodologia proposta neste trabalho. Os valores de vendas 

são representados com números negativos e compras, com valores positivos. 

Figura 17 – Resultado da otimização: (-) vendas e (+) compras, em MWm  

 

A Tabela 10 apresenta o impacto no Valor Esperado, no Risco (CVaR) e na Função 

Objetivo. Para os cenários gerados, a troca de posição através das compras propostas para 

o primeiro trimestre (91,5 MWm em janeiro, 66,1 MWm em fevereiro e 7,5 MWm em março) 

e a venda de 18,1 MWm no produto A+0 (abril a dezembro) aos preços de mercado no 

início de dezembro de 2019, apresentam um ganho de R$ 0,5 milhão de reais no valor 

esperado, além de redução do risco em R$ 7,5 milhões e consequente melhoria da função 

objetivo em R$ 4,0 milhões. 

Tabela 10 – Resultado da Otimização para a Função Objetivo, em R$ Milhões 
 

Peso Posição Inicial Posição Final Variação 

Valor Esperado 50% -20,8 -20,3 +0,5 

Cvar 50% -34,3 -26,8 +7,5 

Função Objetivo 100% -27,5 -23,5 +4,0 

 

-50,0 -50,0 -50,0
-12,4

91,5

66,1

7,5
-18,1

41,5

16,1

-42,5

-18,1 -12,4

jan/20 fev/20 mar/20 abr-dez/20 Total

M+1 M+2 M+3 A+0 2020

Posição Inicial em 02/12/19 Novas Operações Posição Otimizada
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É importante destacar que o custo ou a receita relativa às operações que levaram o agente 

à posição inicial não tem impacto sobre o modelo de otimização, dado que são variáveis 

constantes. 

De fato, esta troca de posição teria sido benéfica para o agente, não só do ponto de vista 

de risco, mas com a realização dos preços de mercado para 4 semanas a frente. A Tabela 

11 apresenta os resultados da marcação a mercado (Mark-to-Market – MtM) das posições 

aos preços de mercado na semana de tomada de decisão e os preços de mercado 

realizados na primeira semana de 2020. 

Tabela 11 – Marcação a mercado das posições inicial e otimizada 
 

Posição 

Inicial 

Novas 

Operações 

Posição 

Final 
Variação 

MtM 02/12/2019 -20,0 0,1 -19,9 -1% 

MtM 30/12/2019 -32,6 5,8 -26,8 -18% 

Variação -12,6 5,7 -6,9 -45% 

 

A posição original do comercializador apresentava um custo de R$ 20,0 milhões. Optar por 

realizar as operações indicadas pelo modelo de otimização representaria um custo de R$ 

21,829 milhões e uma receita de R$ 21,967 milhões, totalizando um resultado de R$ 0,1 

milhão. Durante as quatro semanas seguintes de dezembro de 2019, o preço de mercado 

para 2020 subiu cerca de 50%. A otimização agregaria um resultado de R$ 5,7 milhões ao 

comercializador, representando uma redução de 45% no impacto percebido pelo 

comercializador em relação à decisão de não realizar as operações e manter a posição 

inicial no primeiro trimestre.  
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6 CONCLUSÃO 

 

O modelo proposto apresentou um desempenho adequado, capturando de maneira 

satisfatória a alta volatilidade dos preços e a correlação entre os preços futuros e os preços 

de curto-prazo, como demonstrou o back-test do intervalo de confiança das séries de 

preços. A aplicabilidade do modelo proposto foi demostrada através do seu uso como dado 

de entrada para um modelo de otimização linear que se demonstrou igualmente eficaz. O 

resultado deste trabalho pode ser usado como uma solução alternativa para melhorar 

significativamente a qualidade da análise e relevância da modelagem de risco de 

negociação de energia no mercado brasileiro. 

Em síntese, as principais contribuições da metodologia proposta são: a) aprimoramento dos 

instrumentos de análise de risco para estimar os preços futuros do mercado brasileiro de 

eletricidade, através de uma sólida base estatística; b) manter as propriedades históricas 

da série temporal observada de preços no conjunto de séries sinteticamente geradas, 

proporcionando assim uma aplicação confiável e útil para o negócio de comercialização; c) 

aliviar a dependência da estimativa dos preços futuros (PLDs) da cadeia de modelos de 

otimização estocástica utilizada hoje no mercado brasileiro como o principal proxy dos 

preços futuros, uma vez que a evidência empírica demostrou grandes erros e enormes 

danos financeiros ao se utilizar as saídas destes modelos. 

Os possíveis usos para este trabalho são: a) estimar o risco de exposição de mercado 

calculando indicadores de risco, como o déficit esperado e o valor em risco e b) prover 

cenários de entrada para um modelo de otimização de portfólio para tomada de decisão em 

comercialização de energia. 

Trabalhos futuros relacionados podem incluir: a) investigar o uso de outras fontes de dados 

de preços de energia no Brasil, uma vez que os preços do Dcide representam as 

percepções ou desejos das empresas por preços e não os preços dos contratos 

efetivamente assinados, fato que pode distorcer os preços devido a possíveis 

manipulações; e b) estudar a correlação e possível parametrização dos preços futuros da 

oferta com outras variáveis do sistema, como preços de leilões regulamentados, custo 
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marginal de expansão, custo de geração distribuída, geração de energia hidráulica e de 

outras fontes. 

O uso da técnica de Movimento Browniano Geométrico aliada à decomposição de Cholesky 

e à simulação de Monte-Carlo para a geração de séries aleatórias de preços de energia 

pode trazer relevância significativa na análise do risco de negociação de energia no 

mercado brasileiro. Estas séries sintéticas podem representar a alta correlação entre as 

diversas maturidades dos produtos disponíveis no mercado, podendo também ser 

utilizadas para geração de outras séries inerentes ao setor elétrico, como séries de geração 

hidráulica e eólica, o que pode ampliar a utilidade desta ferramenta para agentes geradores 

de energia. 
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ANEXO I – ARTIGO PUBLICADO NO PERIÓDICO ENERGY SYSTEMS 
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ANEXO II – CÓDIGO FONTE PL 

import pandas as pd 

import numpy as np 

from scipy.optimize import linprog 

import time 

 

t= time.time() #tempo de início da otimização 

 

opt_lambda = 0.5    #lambda = 50% 

opt_alfa = 0.1      #alfa = 10% 

max_purchase = 100   #compra máxima mensal = 100 MWm 

max_sale = 100       #venda máxima mensal = 100 MWm 

max_exposition = -50*(744+744+29*24)  #exposição máxima 

 

#Lê os dados de entrada 

str_file = r'data.xlsx' #arquivo excel com dados de entrada 

fwd_series = pd.read_excel(str_file,sheet_name='series') #Matriz S_m,i 

n = len(fwd_series.index) #n = número de séries 

fwd_actual = pd.read_excel(str_file,sheet_name='fwd') #Vetor F_m 

pos = pd.read_excel(str_file,sheet_name='position') #Vetor θ_m 

horas = pd.read_excel(str_file,sheet_name='horas') #vetor horas_m 

 

#Calcula restrições 

delta_fwd = (fwd_series-fwd_actual.iloc[0]) #Sm,i-Fm 

delta_fwd = delta_fwd*horas.iloc[0] #(Sm,i-Fm)*horas_m 

pos = pos*horas.iloc[0] #θ_m*horas_m 

pos_val = - pos.iloc[0] * fwd_series #-θ_m*horas_m*Sm,i 

 

i = pd.DataFrame(np.identity(n)) #matriz identidade nxn 

#nomeia as colunas da matriz i como z1, z2 ... zn 

i.columns = ['z{}'.format(k) for k in range(0, n)]  

i = i*(-1) 

 

###lado esquerdo das inequações### 

#equação 22 

lhs_ineq = delta_fwd.copy() #(Sm,i-Fm)*horas_m  

lhs_ineq.insert(len(lhs_ineq.columns),"Var",1) #1*Var 

lhs_ineq.insert(len(lhs_ineq.columns),"CVar",0) #0*CVaR 

lhs_ineq = pd.concat([lhs_ineq,i],axis=1) #-zi 

 

#equação 21: - Var + CVaR + Σzi/(alfa*n) para cada zn 

res_CVAR = pd.DataFrame([[0] * len(delta_fwd.columns) 

                         +[-1]+[1]+[1/(opt_alfa*n)] * n] 

                        ,columns=lhs_ineq.columns) 

lhs_ineq = lhs_ineq.append(res_CVAR,ignore_index=True) 

 

#restrição de volume ρ_m*horas_m 

res_vol = pd.DataFrame([horas.iloc[0].values.tolist() 

                        +[0] * (n+2)] 

                       ,columns=lhs_ineq.columns) 

res_vol = -res_vol 

lhs_ineq = lhs_ineq.append(res_vol,ignore_index=True) 

 

###lado direito das inequações### 

rhs_ineq = -pos_val.sum(axis=1) #equação 22 

rhs_ineq = rhs_ineq.append(pd.DataFrame([0]) 

                    ,ignore_index=True) #equação 21 
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#volume <= Posição Atual - Exposição máxima 

rhs_ineq = rhs_ineq.append(pd.DataFrame([pos.sum(axis=1) 

                                         -[max_exposition]]) 

                           ,ignore_index=True)  

 

###Função objetivo### 

obj = pd.DataFrame([opt_lambda * delta_fwd.mean(axis=0)] #pesos ρ_m 

                   ,columns=delta_fwd.columns)  

obj.insert(len(obj.columns),"Var",0) #0*VaR 

obj.insert(len(obj.columns),"CVar",-(1-opt_lambda)) #-(1-lambda)*CVaR 

obj_z = pd.DataFrame([[0] * n],columns=i.columns) #0*zi 

obj = pd.concat([obj,obj_z],axis=1) #concatena as matrizes 

 

###limites das variáveis de decisão### 

bnd = ([(0,0)] #M+0 

       +[(-max_sale, max_purchase)]*4 #M+1 a A+0 

       +[(0,0)]*4 # A+1 a A+4 

       # remove limites para VaR e CVaR 

       +[(-float("inf"), float("inf"))]*2    

       +[(0, float("inf"))]*n)  # zi >= 0 

 

###otimiza o modelo### 

opt = linprog(c=obj, A_ub=lhs_ineq, b_ub=rhs_ineq 

              , bounds=bnd, method="revised simplex") 

 

#imprime of resultados 

print(opt) 

print(opt.fun) 

print(opt.success) 

print(pd.DataFrame([opt.x[0:len(delta_fwd.columns)]] 

,columns=lhs_ineq.columns[0:len(delta_fwd.columns)])) 

print(pd.DataFrame([opt.x[len(delta_fwd.columns)+1:len(delta_fwd.columns)+3]] 

,columns=lhs_ineq.columns[len(delta_fwd.columns)+1:len(delta_fwd.columns)+3])) 

 

#slava o resultado em .csv 

opt_out = pd.DataFrame([opt.x],columns=lhs_ineq.columns) 

opt_out = opt_out.append(obj,ignore_index=True) 

opt_out = opt_out.append(lhs_ineq,ignore_index=True) 

opt_out.to_csv('Output.csv', sep=';', decimal=',') 

print(time.time()-t) #tempo de processamento 

 

 


